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機械学習を利用した粘質土中の見かけの誘電率の予測
升田直希 1·宮本英揮 2

Machine learning approach for predicting apparent permittivity in clayey soil
Naoki MASUDA1 and Hideki MIYAMOTO2

Abstract: To clarify the effectiveness of machine learn-
ing approaches such as linear and random forest (RF) re-
gressions in predicting apparent permittivity (ε) in clayey
soils, we obtained long-term ε and meteorological datasets
from a reclaimed agricultural field and constructed predic-
tion models of the ε at 6, 12, 24 and 48 h using these ap-
proaches. The predicted ε values from the linear regres-
sion model were generally consistent with the observed
data, except during rainfall events. Although datasets for
at least the last 72 h must be included as explanatory vari-
ables in such models, we confirm that the RF regression
model could provide more accurate forecasts at the speci-
fied times than linear regression. A machine learning ap-
proach with RF regression would facilitate the autonomous
prediction of ε values in clayey soils exhibiting structural
changes based on the availability of long-term ε and mete-
orological datasets at the locations.
Key Words : apparent permittivity, machine learning, lin-
ear regression, random forest regression, clayey soil

1. はじめに

有明海沿岸低平地には，粘土分を多量に含む粘質土が
堆積した干拓農地が広がっている．干天日が続くと，作
物生育に支障をきたす水準に表層土のマトリックポテン
シャルが達する恐れがある（平嶋ら, 2020; 平嶋 · 宮本,
2021）．天気予報や時間分解能を細密化させた大気循環
モデルを利用した土壌水分予測（例えば，Abd El Baki et
al., 2018; Abd El Baki et al., 2020; 加藤 ·西村, 2015）に
基づく潅水は，そうした問題を回避する手段として有望
である．しかし，気象条件は時々刻々と変化するうえに，
作目，管理水準，土壌の不飽和水分移動特性は圃場ごと
に異なるため，圃場ごとに土壌水分予測モデルを構築し
て適用するには，膨大な手間と費用を要する．スマート
農業技術の現場実装が求められる昨今，多点展開が容易
であり，且つ現場の実務者が手軽に扱うことができる土
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壌水分予測技術の構築と現場実装が求められている．
粘質土中の水分を予測し，さらに更新し続けること
は実務的に難しい．土壌水分予測には，数値シミュレー
ションが多用される．粘質土の場合，乾燥すると収縮す
るため，地表面近傍に亀裂が形成されたり（例えば，吉
田 · 足立, 2001; 小林 · 登尾, 2022），乾燥密度の変化と
ともに不飽和水分移動特性が変化したりする（岡本ら,
2017）．明日や明後日といった比較的近い将来の予測を
日常的に行い続けるためには，土壌構造や不飽和水分移
動特性に加え，計算領域周囲の境界条件の変化を，それ
ぞれ予測して計算に与えること，そしてそれらを日々更
新し続ける必要がある．その手間や費用は膨大であるた
め，現場実装は非現実的である．以上のことから，土壌
水分予測にかかる情報やモデル自体を自動更新できる，
いわゆる，自律型の土壌水分予測技術を確立することが
必要である．
近年，機械学習を活用した時系列データの解析が広範
な分野に浸透しつつある．土壌水分についても，有効雨
量と蒸発散量の時系列データを説明変数とした重回帰式
に基づく予測（諸泉 ·久保田, 2014），1日前と現在の表層
土壌水分および気象データを説明変数としたサポートベ
クトル回帰に基づく 4日または 7日後の予測（Gill et al.,
2007），異なる 6種の機械学習アリゴリズムに基づく予測
（Acharya et al., 2021）等の報告が認められる．数多くの
回帰予測のなかでも，ランダムフォレスト回帰による土
壌水分予測の予測精度が高く（Acharya et al., 2021），数
値シミュレーションと遜色のない技術水準にあるとの報
告もある（Carranza et al., 2021）．数値シミュレーション
に対するデータ駆動型予測の利点は，不飽和水分移動特
性を求めずに，限られた気象データに基づいて土壌水分
を予測できる点にある（Karandish and Šimůnek., 2016）．
つまり，時間とともに膨張 ·収縮や亀裂の形成等に起因
する土壌構造の変化に対応した予測を可能とし得るもの
の，その点は十分に明らかになっていない．
粘質土中の水分予測に対するデータ駆動型予測の有効
性を明らかにするために，本研究では，長崎県の諫早湾
干拓農地における長期観測データを利用した機械学習に
より，最も単純な線形回帰に加え，予測精度に定評のあ
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るランダムフォレスト回帰を利用した 2種の土壌水分予
測モデルを構築した．そして，実測値に対する両モデル
の適合性を評価し，両モデルの長短所や優劣を明らかに
した．

2．実験方法

2.1土壌水分 ·気象観測
諫早湾中央干拓地に位置する長崎県農林技術開発セン
ター ·干拓営農研究室内の試験圃場（長崎県諫早市）を，
本研究の対象とした．この圃場の 30 cm以浅から採取し
た土壌の粒度組成は，砂が 6.2 %，シルトが 45.5 %，粘
土が 48.3 %であり，Heavy Clayに分類される（平嶋ら,
2020）．

2018年 5月 22日（DOY142）に，地表面を基準高と
した −5 cm，−15 cm，−25 cm，−45 cm，−70 cmの計
5ヶ所に，TDR-315Lセンサ（Acclima）を水平に埋設し
た．これらのセンサを CR216Xデータロガー（Campbell
Scientific）に接続し，見かけの誘電率（ε），地温（Ts），バ
ルク EC（σb）の計 3項目を 1時間間隔で測定した．ま
た，この圃場を管理する長崎県より，同一圃場において
1時間間隔で測定した気温（T），相対湿度（RH），風速
（WS），日射量（I），降水量（R）等の気象データ一式の提
供を受けた．なお，TDTセンサによる土壌水分 · EC測
定を行った平嶋ら（2020）の報告と同様に，センサ埋設
後に干天日が続くと，その前後における降雨に対する ε
の応答に差異が生じたため，センサ埋設後に連続干天日
数が 37日を記録した 2018年 8月 15日（DOY227）以
降のデータを本研究に利用することとした．

2.2実効雨量（D）の推定
後述する 2種の ε 予測モデルに組込む説明変数の 1つ
として，土砂災害予測に多用される実効雨量（D）を導入
することとした．Rを説明変数とせず，Dを導入した理
由は，事前に行った R を説明変数とした予測において，
降雨後の土壌水分の減少過程の再現性が低かったためで
ある．時刻 tにおける D(t)は，次式で表される（鈴木 ·
小橋, 1981）．

D(t) = D(t −1)eα +R(t)eα/2 (1)

ここで，R(t)は任意の時刻 t における降水量（mm h−1），
D(t −1)は 1時間前の実効雨量（mm h−1），α は土地固
有の減少係数である．半減期 M は α の関数として，

M = (ln0.5)/α (2)

と表される．地形や地質構造によって異なる M は，三
段タンクモデルによる流出解析や流出高から算定される
が（例えば，栗原 ·山越, 2005;恩田ら, 2006），測定手法
の都合上，それらの報告に倣って算出することができな
い．ゆえに，本研究では，ε の実測値に基づく α の推定

を以下の順序で試行的に行うこととした（Fig. 1）．すな
わち，α の初期値を −1，t 時における降水量を R(t)，測
定開始時刻 t = 0 における D(t) を 0 とし，降水量 R(t)
の時系列データを D(t)の時系列データに変換した（Fig.
1）．そして ε を目的変数，同一時刻の D，T，RH，WS，
I の計 5 項目を説明変数とそれぞれ定め，次の重回帰式
における a1 ∼ a5 および bを最適化した．

ε = a1D+a2T +a3RH +a4WS+a5I +b (3)

その式（3）に，説明変数となる 5項目の測定データを代
入して ε を推定し，それと実測値との残差平方和が最小
となるまで α の更新と一連の計算を反復した．一定値に
収斂した α を，センサ埋設部周辺土壌の減少係数と便宜
的にみなし，Dの時系列データを確定した．このように
して求めた α には物理的な意味はなく，後述する ε 予測
モデルを構成する説明変数の 1 つとなる D を規定する
パラメータとして，本研究では位置付けることとした．

2.3 線形回帰およびランダムフォレスト回帰による ε
予測
時間とともに構造が変化する土壌に通用する自律的な
土壌水分予測モデルの構築を目指す本研究では，土壌構
造の変化が生じやすい表層に最も近い −5 cm の ε を目
的変数とし，試行的に予測モデルを構築することとした．
そして，D，T，RH，WS，I に，DOY（Day of Year）を
加えた計 6 項目を説明変数と定めた．DOY を導入した
理由は，年単位の周期的変動を繰り返す効果を表すのに
適した説明変数として，土壌水分予測に導入された事例
（例えば，Karandish and Šimůnek, 2016）を通して，それ

Fig. 1 実効雨量（D）のパラメータ α の決定手順．
Determination procedure for the parameter α in the antecedent
precipitation index (D).



論文：機械学習を利用した粘質土中の見かけの誘電率の予測 21

Fig. 2 説明変数と目的変数．
Explanatory and objective variables.

Fig. 3 ε 予測の概略．
Schematic illustration of the prediction of ε value.

Fig. 4 ランダムフォレスト（RF）回帰による ε 予測の概略．
Schematic illustration of the prediction of ε value using random
forest (RF) regression.

を導入する有用性が認められるからである．以上の目的
変数および説明変数から成るデータセットを 2つに分割
し，2020年 12月 31日以前の約 2年 4ヶ月分を ε 予測
モデル構築のための学習用データ，2021 年 1 月 1 日以
降の 1年分を構築した予測モデルの精度評価のための検

証用データとそれぞれ定めた．
説明変数と目的変数の全組合せ条件において，ε 予測
モデルを構築した．予測実施時刻を時間軸の原点とし，
その時刻から過去への時間軸を K，未来への時間軸を P
と定めた（Fig. 2）．予測対象となる P時間後の ε を目的
変数，K 時間前までの D，T，RH，WS，I，DOYの 6種
のデータセットを説明変数とそれぞれ定め，P = 6，12，
24，48 hの各 Pに対して，K = 0，2，5，11，17，23，35，
47，71，95，119 hの 11条件，すなわち，最大で 720個
の説明変数から成る ε 予測モデルを構築した（Fig. 2）．

Python 用の機械学習ライブラリ「scikit-learn（https:
//scikit-learn.org）」を利用して，線形回帰およびランダ
ムフォレスト回帰（以降，RF回帰と略す）による 2種の
ε 予測モデルを構築した（Fig. 3）．その方法を，以下に
順に概説する．
まず，線形回帰型の ε 予測式は，一般的な重回帰分析
と同様にして求めた．約 2年 4ヶ月間の学習用データを
利用した機械学習により，各 Pにおいて，11種の K 条
件における重回帰式を決定した（Fig. 3）．重回帰分析で
は，説明変数間の多重共線性を考慮する必要があるもの
の，自律型土壌水分予測の確立を目指す本研究では，機
械学習の慣例や実務利用の利便性を鑑みてそれを考慮し
ない，つまり，説明変数の選抜を行わないこととした．
検証用データ内の説明変数データを重回帰式に代入して
ε 予測値を求め，それらを実測値と比較した．実測値に
対する予測値の二乗平均平方根誤差（RMSE）および決
定係数（R2）に基づき予測精度を，また予測精度とモデ
ルの複雑さを赤池情報量基準（AIC）（Akaike, 1974）に
基づきそれぞれ評価し，ε 予測式の良否を総合的に検討
した．
一方，RF回帰は，決定木の一種である回帰木をランダ
ムに抽出したデータセットごとに作成し，各回帰木に基
づく最終分類結果の平均値を決定する手法である．学習
用データから，P 時間後の目的変数（ε）と K 時間分の
説明変数（D，T，RH，WS，I，DOY）のデータをラン
ダムに抽出してデータセットとし，このうちの ε データ
群を，最も効果的に 2つに分類可能な説明変数とその閾
値を分岐条件と定めてデータセットを 2分割した．同様
にして，分割した各データセット内の ε 値が 1つになる
まで分割を反復することにより，階層構造を有する回帰
木を作成した．一連の回帰木作成手順を 100反復し，計
100本（Tree1 ∼ Tree100）の回帰木を作成した（Fig. 4）．
そして，各回帰木に，検証用データセットの K 時間分の
説明変数を代入して得た 100個の ε 値（ε1 ∼ ε100）の平
均値を算出した（Fig. 4）．なお，データをランダムに抽
出する RF回帰の性質上，同一学習用データを供試して
も，予測を行うたびに異なる回帰木が作成されるため，
得られる ε 値（ε1 ∼ ε100）の平均値が反復するたびに変
わる可能性が高い．本研究では，各条件において RF回
帰による平均値を 3回計算し，それらの算術平均値を ε

https://scikit-learn.org
https://scikit-learn.org
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Fig. 5 （a）降水量（R）と（b）見かけの誘電率（ε）および実効雨量（D）の変化．
Variations in (a) precipitation (R) and (b) apparent permittivity (ε) and/or antecedent precipitation index (D).

Fig. 6 降水量（R）および見かけの誘電率（ε）の実測値と，線形回帰による P = 6 の ε 予測値の変化．
Variations in precipitation (R), measured apparent permittivity (ε) and ε predicted by a linear regression model at P = 6.

予測値と定めたうえで，実測値に対する RMSE および
R2 を算出した．

3. 結果と考察

3.1 εεε と実効雨量（DDD）の変化
−5 cmの ε は，降雨時に上昇し，無降雨時に低下した

（Fig. 5（a）, Fig. 5（b））．ε の変化量は，冬季よりも夏
季の方が大きく，連続干天日数が最大（44日）となった
2021年 9月 23日から同年 11月 5日の間に，ε は 12.3
まで急減した（Fig. 5（b））．一方，Dは，Rに追随して
上昇した後，時間とともに徐々に減少した（Fig. 5（b））．
式（3）の ε に適合するよう最適化された D は，ε と類
似した降雨に対する応答を示した．

3.2線形回帰式に基づく εεε 予測結果
2.3節では，予測実施時刻を起点とし，計算方法 ·手順

を説明したが，各予測モデルによる ε の予測結果の特徴
や良否を検討する場合，同一日時における実測値と各 P
における ε 予測値を比較する必要がある．各 Pにおける
同一日時の予測値を，予測実施時刻の P時間前の時刻に
おいて，そこから K 時間分の過去データから予測した値
と定めることにより，本節における考察を単純化する．

Fig. 6 は，検証用データと定めた 2021 年 1 月 1 日以

降の ε 実測値と，K = 0，すなわち，説明変数が最も少
ない P = 6の線形回帰による ε 予測値である．6時間前
データに基づく ε 予測値は，実測値と同様，降雨時に上
昇して無降雨時に低下した（Fig. 6）．ただし，8月中旬
の予測値は，実測値を大きく超える 62.9 に上昇した点
や，その期間を除いた予測値の変動が実測値のそれより
小さかった点等の線形回帰特有の事象が確認された．
最良予測結果を得るためには，K の最適化が必要で
あった．全ての P および K の組合せ条件において，実
測値に対する線形回帰による予測値の RMSEおよび R2

を計算したところ（Fig. 7），P = 6 では K = 35 におけ
る RMSE が最小（4.81）で，また R2 が最大（0.40）で
あった．さらに，P = 12では K = 35（RMSE: 4.89，R2:
0.37），P = 24 では K = 17（RMSE: 5.03，R2: 0.32），
P = 48 では K = 17（RMSE: 5.32，R2: 0.22）において
RMSEが最小かつ R2 が最大となり，最良の予測結果が
得られる K が確定した（Fig. 7）．ここで，予測精度に加
え，モデルの複雑さ，すなわち，説明変数の数をも考慮
して評価される AICは，P = 6では，K = 23，P = 12お
よび P = 24では K = 17，P = 48では K = 11の時に最
小となった（Fig. 8）．各 Pにおけるこれらの K は，最良
の予測結果が得られた K（Fig. 7）より小さかった．た
だし，Fig. 8より，両者の K の間に生じる AICの差異は
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Fig. 7 線形回帰を適用した場合の K と RMSE または
R2 の関係．
RMSE and/or R2 for different K values when applying
linear regression models.

　

Fig. 8 線形回帰を適用した場合の K と AIC の関係．
AIC for different K values when applying linear regression
models.

Fig. 9 （a）2021年の見かけの誘電率（ε）の実測値およびその予測値と降水量（R）と，（b）2021年 8月のそれらの変化．
(a) Annual and (b) August-specific changes in apparent permittivity (ε) and precipitation (R): comparison of measured and
predicted values.

小さいため，RMSEおよび R2（Fig. 7）に基づく K を最
良の予測結果が得られる条件として扱うのは妥当である
と考える．精度を基準に選定した K においても説明変数
の数は概ね適切であったといえる．K を 35 より大きく
し，説明変数として与える直近データを増やしても精度
の向上は認められず，いたずらに計算時間が長くなるこ
とを意味する．
線形回帰による ε 予測には，2つの課題が認められた．

1 つ目は，各 P における最良予測式による ε 予測値が，
実測値と概ね類似した増減傾向を示した（Fig. 9（a））も
のの，Fig. 6に示したように，各 Pにおける 8月中旬の
予測値が実測値を大きく超過した点である．これは連続
降雨時に D が上昇し続けることに起因する，線形回帰
特有の事象である．飽和体積含水率に相当する ε 値を上
限値と定めることにより，この超過現象を改善すること
は容易である．2つ目は，各 Pの予測結果を同一日時で
比較すると，降雨開始直後の ε 予測値は，Pが大きいほ

ど小さくなった点である．ε 予測値の上昇の起点となっ
た時刻を比較すると，各 P とも実測値より約 P 時間遅
延し（Fig. 9（b）），類似した事象は全ての組合せ条件に
共通して認められた（図は割愛）．P 時間先の将来を予
測する本法では，予測実施時刻と予測対象時刻との間の
気象データを，予測モデルに組み込むことができないた
め，降雨開始直後に上述のような実測値との差異が生じ
る．測定間隔を現行の 1 時間から 10 分に短縮すること
で，0 < K < 1 の説明変数データを予測に反映させられ
るため，0 < P < 1の予測が可能となるだけでなく，本研
究における各 P（≧ 1）における上述の上昇の起点が左方
に約 1時間シフトすることで予測精度は向上する．しか
し，それに伴う精度向上の効果は，Pが大きいほど相対
的に小さくなるため，1日から数日先の ε 予測を目的と
する場合の精度向上効果は小さいと考える．つまり，1
時間あるいは 2時間先という直近の予測を行う場合でな
い限り，圃場における土壌および気象観測の時間間隔を
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Fig. 10 降水量（R）および見かけの誘電率（ε）の実測値と，ランダムフォレスト（RF）回帰による P = 6の ε 予測値の
変化．
Variations in precipitation (R), measured apparent permittivity (ε) and ε predicted by a random forest (RF) regression model at
P = 6.

Fig. 11 RF回帰を適用した場合の K と RMSEまたは R2 の
関係．
RMSE and/or R2 for different K values when applying random
forest (RF) regression models.

小さくする利点は小さいであろう．
3.3 RF回帰に基づく ε 予測結果
RF 回帰による ε 予測には，予測実施時刻を含め，最
低でも 72 時間分の説明変数データを与えた方がよいこ
とが判明した．最も説明変数の少ない K = 0の場合の 6
時間前データに基づく予測値（P = 6）は，実測値と概ね
連動した（Fig. 10）．線形回帰の場合（Fig. 6），8月中旬
に予測値が実測値を大きく超過したものの，RF 回帰の
場合（Fig. 10）にはそれが認められず，実測値に対する
予測値の適合性は高くなった．Pおよび K の全組合せ条
件における予測結果の RMSEおよび R2 を調べたところ
（Fig. 11），RMSEが最小となる K と，R2 が最大となる
K は必ずしも一致せず，K = 71または 95のいずれかと
なった．しかし，両者が一致しない場合においても，2
つの K に対する両者の差異は小さいと考え，RMSEが最
小となる K を最良の予測結果が得られる条件とすると，
P = 6では K = 71（RMSE: 3.38，R2: 0.68），P = 12で
は K = 95（RMSE: 3.79，R2: 0.60），P = 24では K = 95
（RMSE: 4.47，R2: 0.44），P = 48では K = 71（RMSE:
5.69，R2: 0.16）における予測が最良のものとなった（Fig.
11）．RF 回帰による予測では，いずれの P においても

最良予測が得られる K は 71を超えたことから，線形回
帰の場合（Fig. 7, Fig. 8）よりも多くの説明変数データ
を与える必要がある点が RF回帰による予測の特徴であ
ろう．
線形回帰の場合（Fig. 9（a））と比べ，RF回帰による

ε 予測値は実測値と比較的よく一致した（Fig. 12（a））．
同一時刻で降雨直後の各 Pの予測値を比較すると，線形
回帰の場合（Fig. 9（b））と同様に，実測値とのずれが認
められた（Fig. 12（b））．前節で論じたように，予測対
象時刻の直前の説明変数データを予測に反映できない仕
組みである以上，このずれは RF回帰においても不可避
である．一方，降雨が続いた 8月の予測値に着眼すると
（Fig. 12（b）），線形回帰の予測値には実測値を超過する
傾向が認められたものの（Fig. 9（b）），RF 回帰の場合
にはいずれの Pにおいても認められず，より実測値に近
い予測値が得られた．回帰木は，学習用データに実際に
認められた範囲内の数値が出力されるため，検証用デー
タの統計学的特徴が学習用データのそれと乖離しない限
り，回帰木に基づく予測値も過去に起きた事象の範囲内
に落ち着くことになる．8月の連続降雨期間の予測値が
現実的な水準であったのは，このような RF回帰の特徴
によるところが大きく，質の高い長期観測データを入手
できる場合に発揮される RF回帰の強みといえよう．
一方，本研究に適用した線形回帰や RF 回帰等にも，
弱点はある．最大の弱点は，目的変数となるデータを入
手した場所にしか通用せず，他の地点へ適用しても適合
しないこと，つまり，予測モデルの汎用性が低いことに
ある．しかし，データが限られる場合の予測において強
みを発揮し（Karandish and Šimůnek, 2016），他の回帰
に劣らない良好な予測結果が得られる（Acharya et al.,
2021）とされる RF回帰は，土壌構造が変化し得る粘質
土の土壌水分予測モデルとして有望であることは，先述
の結果からも明らかである．他の弱点として，説明変数
が膨大である点が挙げられる．本研究のように予測対象
地点が少ない場合は，各説明変数が RF回帰による予測
値に及ぼす効果を定量的に示す SHAP（Shapley Additive
Explanations）を算出して比較すること（例えば，Ren et
al., 2023; Zha et al., 2025）で，説明変数を絞ることは可
能である．しかし，P = 6 において最良の予測結果が得
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Fig. 12 （a）2021年の見かけの誘電率（ε）の実測値およびその予測値と降水量（R）と，（b）2021年 8月のそれらの変
化．
(a) Annual and (b) August-specific changes in apparent permittivity (ε) and precipitation (R): comparison of measured and
predicted values.

られた K = 71 を例に挙げると，最大で説明変数が 432
個にも達する変数の序列化や選別に要する手間と，その
対価として得られる精度向上とを比較すると，最低でも
センサの誤差レンジを大きく超える精度向上が認められ
ない限り，そこに注力する実務上の利点は認められない．
近年，急速にセンサネットワーク技術が発展し，多地
点の計測と機械学習による計測と予測の時代が到来しつ
つある．今後は実務的見地から，精度と実用性を適度に
兼ね備えた多地点の土壌水分予測技術の構築が求められ
ると考える．

4. おわりに

本研究では，機械学習を利用した粘質土中の土壌水分
予測の有効性を明らかにするために，干拓農地における
長期観測データに基づき，線形回帰とランダムフォレス
ト回帰（RF 回帰）による 2 種類の ε 予測モデルを構築
した．そして，土壌構造の変化を伴う粘質土中の ε 予測
手法としての有効性や，両者の優劣を実測値と比較して
検証した．

P（= 6，12，24，48）時間前のデータに基づく 2種類
のモデルに基づく ε 予測値を同一時刻で実測値と比較す
ると，Pが大きいほど降雨直後の ε が小さく，実測値と
のずれが大きかった．しかし，その点を除けば，いずれ
の Pにおいても，実測値と概ね連動した ε 予測値が得ら
れた．ただし，線形回帰の場合と比べ，より多くの説明
変数データを予測モデルに与える必要がある RF回帰の
ε 予測精度が高く，両者の差異は連続降雨時に顕著に認
められた．ゆえに，本研究の対象とする粘質土の土壌水
分予測においては，RF 回帰を適用した方が良好な予測
結果が得られると判断した．
今後は，著者らが開発中の土壌水分センサネットワー
ク（宮本ら, 2021）を広域分散展開し，土性 ·地形 ·植生

· 気候等の異なる圃場において土壌水分データを収集し
つつ，センサネットワークや気象オープンデータを活用
して，多地点 ·多深度の土壌水分予測を試み，土壌水分
の時空間変動についてさらなる検討を行う．そして，時
間とともに構造が変化し得る粘質土に通用する自律的な
土壌水分予測技術，すなわち，リアルタイムで各種パラ
メータや予測モデルを更新できる仕組みを，上述のセン
サネットワークに実装する予定である．
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要 旨

機械学習を活用した粘質土中の見かけの誘電率（ε）予測の有効性を明らかにするために，干拓農地にお
いて収集した土壌および気象の長期観測データをもとに，線形回帰およびランダムフォレスト回帰（RF
回帰）による 6，12，24，48時間後の ε 予測モデルを構築した．線型回帰を適用した場合，概ね実測値
と連動する ε の予測値が得られたものの，降雨時には実測値を大きく超過した予測値が得られた．一
方，RF回帰を適用した場合，最低でも予測実施時刻直前の 72時間分のデータセットを説明変数として
予測モデルに組み込む必要があるものの，線型回帰の場合よりも正確に指定日時の ε を予測することが
できた．予測対象地点の土壌 ·気象の長期観測データを利用できる場合，粘質土を含む構造変化を伴う
土壌に対する自律的水分予測手段として，RF回帰を利用した機械学習は有用であると考える．

キーワード：見かけの誘電率，機械学習，線形回帰，ランダムフォレスト回帰，粘質土
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